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[摘 要] 面向国家天地一体智能计算网络的重大战略需求,本文回顾了国内外在星载智能芯片

与系统、天地协同智能计算方面的发展历程,并分析了其存在的问题及其未来发展的趋势;在此基

础上,本文进一步总结了类脑模型与算法、类脑芯片系统的发展历程,并探讨了类脑智能计算在星

载应用中的现实状况;最后,结合类脑智能的最新进展与未来天地一体化算力网络的发展需求,提
出了星载低功耗类脑计算芯片与系统、大规模高效能类脑脉冲神经网络、天地协同增量学习架构等

未来值得深入探索的研究方向。

[关键词] 天地一体化;类脑计算;高能效;协同计算

  在国家“东数西算”工程与全国一体化算力网络

的布局下,中国算力网[1]实现了全国异构计算资源

的高效互联,为全国数字经济的发展提供了首个地

面算力网络。然而,由于地面算力设施的固定性,地
面算力网络在算力覆盖范围上存在局限性,往往难

以覆盖到偏远地区,通过将算力网络向天基扩展,可
以突破地面算力网络局限,使得山区、海洋、极地都

能够接入网络,享受算力服务。
建设泛在智能的网络设施是国家的重大战略需

求,天地一体化算力网络融合天基算力的广域覆盖

与地面算力的深度计算能力,可以为广域空间范围

内的各种应用提供泛在智能计算服务。例如,天基

算力可以支持遥感数据的“天数天算”,减少无效遥

感数据传输,亦可为月球/火星探测器的数据处理提

供算力服务,降低深空通信延迟;“天地同算”则可以

为自动驾驶、低空经济、应急通信等应用场景提供计

算供给,赋能地面生产生活。因此,构建天地一体化

算力网是建设泛在智能基础设施的必要手段,是算

力网络未来发展的必然趋势。
天地一体化智能算力网络的构建尚有诸多技术

有待突破,高效的智能计算系统与智能计算方法是

其中两项必备核心技术,但这些技术面临着卫星载

荷限制与太空辐照环境、数据通信带宽动态受限等

特殊条件带来的挑战。面对这些挑战,类脑智能计

算通过模仿人脑的计算架构与方法,以其低功耗和

高能效的计算优势,为实现上述技术突破提供了潜

在途径。为此,本综述将围绕现有天地一体化智能

计算与类脑智能计算,重点讨论分析其计算芯片系

统与计算方式方法的发展现状,并面向天地一体化

算力网络发展,展望未来结合类脑智能计算值得探
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索的方向。

1 天地一体智能计算发展现状

当前,低轨卫星互联网络发展迅猛,截至2024
年6月,美国SpaceX“星链”计划已发射6

  

000余颗

卫星,并搭载激光通信终端,具备了形成规模化智能

计算网络的潜力;同时其面向国防推出“星盾”计划,
以支撑新一代国防太空体[2]。我国亦提出了“星网”
计划,预计发射超过12

  

000颗卫星,目前该计划仍处

于初期启动阶段;2024年,之江实验室提出“三体计

算星座”,计划建立1
  

000
 

POPS级天基算力网络;

2024年成都国星宇航科技股份有限公司提出“星算

计划”,拟建设2
  

800颗算力卫星组网,并与地面算力

网络互联。可以看出,依托低轨卫星星座,通过灵活

动态组网实现规模化的智能算力上天,是构建天地

一体化算力网络的重要途径。设计星载智能计算系

统和实现天地协同智能计算,是构建天地一体化智

能计算网络面临的两大核心问题。目前,国内外这

两方面均处于实验探索阶段。

1.1 星载智能芯片与系统

宇航级处理器芯片在太空电磁环境下具备稳定

安全工作能力,但其算力相对较低,很难满足复杂智

能计算对算力的需求[3];相比之下,由于商用货架智

能处理芯片通常具有更高计算性能,通过抗辐照加

固后具有满足低轨卫星设计寿命(通常小于5年)的
潜力,因此,利用智能处理芯片打造高性能在轨智能

计算系统成为国内外研究的热点[4]。
图1所示为在轨星载智能计算芯片与单元的发

展情况。2019年,美国国家航空航天局(National
 

Aeronautics
 

and
 

Space
 

Administration,
 

U.
 

S.,
 

NASA)[5]基于工业级 Xilinx
 

FPGA 芯片研制出

Space
 

Cube智能计算单元,专为星载智能计算任务

设计,其 功 耗 小 于 32
  

W。2020 年,欧 洲 航 天 局

(European
 

Space
 

Agency,
 

ESA)[6]在PhiSat-1卫星

上部署了基于Intel公司商业 Movidius
 

Myriad
 

2
 

VPU芯片制成的智能计算单元EoT
 

Board,该单元

的算力超过1TOPS@INT8,而功耗维持在1
  

W 以

下。2023年,波兰KP
 

Labs公司[7]在Intuition-1卫

星上搭载了采用工业级Xilinx
 

FPGA芯片研制的智

能计算单元LEOPARD
 

DPU,其算力达到3TOPS
@INT8,功 耗 控 制 在≤40

  

W。2024年,爱 尔 兰

UBOTICA公司在 CogniSAT-6卫星上搭载基于

Intel
 

Movidius
 

Myriad
 

X
 

VPU 芯 片 制 成 的

CogniSAT-XE2智能计算单元,其算力超过4TOPS
@INT8,功耗<2W。

国内,2019年长光卫星技术公司在吉林一号卫

星上部署了基于DSP芯片制成的在轨智能单元,其
功耗<75

  

W。2022年,天仪研究院[8]在巢湖一号卫

星上搭载包含 Nvidia
 

GPU 芯片的Jeston
 

Xavier
 

NX智能计算单元,该单元算 力 达 到21TOPS@
INT8,功耗≤20

  

W。2023年,北京邮电大学[9]、武
汉大学[10]和中国科学院[11]分别在天智2号、珞珈3
号和北邮1号卫星上搭载了商业智能计算芯片(华
为NPU、Nvidia

 

GPU和Nvidia
 

GPU),相应智能计

算单元(Atlas
 

200AI、Jeston
 

Xavier和Jeston
 

Orign
 

Nano)的计算能力分别达到了22
 

TOPS@INT8、32
 

TOPS@INT8和40
 

TOPS@INT8,功耗分别控制

在11
  

W、30
  

W和15
  

W以内。

图1 在轨星载智能计算芯片与单元的发展

Fig.1 Development
 

of
 

Intelligent
 

Computing
 

Chips
 

and
 

Units
 

on
 

Orbit
 

Spacecraft
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  从目前在轨试验的智能计算系统来看,国外机

构更多地采用了商业化的FPGA和VPU,在功耗和

算力之间进行了较好的平衡,尤其是 VPU,功耗极

低,同时提供较高的算力;国内研究则更倾向于选择

商业化的GPU和NPU,其具有更高算力,能支撑更

复杂的计算任务;本质上,国内外芯片选择差异性主

要是因实验任务对算力需求差异造成的。虽然国内

外星载智能计算芯片选择存在差异,但是通过商用

货架产品降低研发成本与周期、提升卫星智能计算

性能的技术路线是一致的,高性能星载智能计算系

统正逐渐向具有低功耗高算力的工业级处理芯片与

计算单元演进。
星载智能计算系统需要满足卫星载荷限制、太

空辐照环境等特殊条件,虽然商用产品经过抗辐照

加固之后可以克服太空环境影响,但是其长期稳定

可靠性仍需要通过大量的在轨实践证实。值得注意

的是,虽然国内已有较高算力的在轨试验系统,但多

以国外生产的GPU芯片为主,长此以往,对国外商

业化芯片的依赖性会逐渐增大,在未来构建大规模

算力网络时极易遭受遏制。因此,一方面有必要围

绕现有国产商业智能芯片与模组开展星载环境适应

性的筛选与在轨验证研究,例如华为 Atlas
 

200(22
 

TOPS@INT8,
 

11
  

W)、寒武纪 MLU220(16TOPS
@INT8,15

  

W)、比特大陆SophonSM5(17.6TOPS
@INT8,20

  

W)以 及 地 平 线 征 程5(128TOPS@
INT8,30

  

W)等,以提升我国在星载智能计算系统领

域的自主化能力;另一方面有必要开展支持新型智

能计算范式的计算芯片与系统研发,例如类脑计算

芯片与系统,以突破现有计算能效瓶颈,为星载低功

耗大规模计算提供更优方案。

1.2 天地协同智能计算

得益于星载智能计算芯片与系统的发展,近年

来国内外亦开展了各类星载智能计算的技术验证

(图2)。
国际 上,PhiSat-1 卫 星[6,

 

12] 通 过 在 轨 部 署

CloudScout图像分割深度神经网络(Deep
 

Neural
 

Network,
 

DNN),针对高光谱图像实现了云层覆盖

区域的高效检测与分割,准确率达到96%,这一成

果不仅验证了卫星在轨智能推理计算的实用性,也
为后续相关技术的发展提供了重要的参考。进一

步,Intuition-1卫星[7]也针对高光谱图像,通过在轨

部署深度神经网络进行裸露土壤检测等智能推理任

务,从而实现过滤和处理轨道上的数据,以绕过高传

输带宽消耗以及向地球发送原始数据的滞后问题。

2024年,CogniSAT-6卫星[13,
 

14]在轨运行集成了人

工智能与实时通信功能的CogniSatApp控制软件,
该软件能够通过持续星间链路接收地面移动设备

(如手机)信息,并据此控制启动不同的深度神经网

络进行在轨推理,从而实现卫星对观测图像的动态

智能 决 策 推 理;通 过 实 际 验 证,在 90 秒 内,

CogniSAT-6卫星可以检测到20×40公里区域内的

每艘船只;这一创新实践验证了将卫星由静态智能

计算转变为动态智能计算的可行性,也标志着天地

动态交互式智能计算新范式的形成。

图2 天地协同智能计算方式的发展

Fig.2 The
 

Development
 

of
 

Space-Ground
 

Collaborative
 

Intelligent
 

Computing
 

Methods
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  国内,2019年吉林1号[15]卫星针对高光谱图

像,通过在轨部署传统图像检测分割模型(图像二值

化+域连通+分割),成功实现了森林火检、船检、云
检等功能。2022年,巢湖一号[8]卫星针对合成孔径

雷达(Synthetic
 

Aperture
 

Radar,
 

SAR)图像,通过

在轨部署深度神经网络模型,如ResNet-50、Dense-
161、YOLOv5等,进行了目标智能检测与识别验

证。同年,创新雷神号卫星[16,
 

17]基于KubeEdge(地
面)+Sedna(星载)软件,先通过卫星低精度智能检

测模型获得感兴趣区域,然后采用地面高精度智能

检测模型下载感兴趣区域图像进行精确计算的方

式,实现了农业用地面积检测,验证了天地联合智能

推理的可行性。2023年,珞珈3号卫星[18,
 

19]在遥感

视频图像处理方面,通过“地面训练—卫星检测—反

馈更新”的循环机制,提高了在轨智能目标检测的精

度和可迁移性;同时,提出结合星间、星地、5G移动

通信网络的实时智能服务架构,验证了从指令上行、
数据采集、在轨实时处理到遥感信息下发到终端的

全过程,响应时间不到8分钟,为天地实时智能服务

应用提供了新模式。
从目前的在轨实验可以看出,星载智能计算方

式正沿着“传统星载图像处理”“星载智能推理”“天
地联合智能推理”“天地实时交互式智能推理”的路

线发展。相对之下,国际技术更追求“星上动态自

治”,国内则更注重“天地资源互补”,但本质上都是

为了解决通信带宽限制带来的信息获取时延问题。
值得注意的是,现有的计算方式主要是针对预先设

定的任务。而卫星若要完成及时发现和识别新类别

目标等突发性任务,如果卫星不具备学习能力,受限

于动态通信带宽以及天地交互等待周期的限制,目
前的天地协同计算方式难以进一步提升信号获取的

时效。因此,未来有必要研究星端自主学习、天地协

同进化等智能计算方式,这对于我国全球布站难、卫
星观测信号难落地的特殊国情而言尤为重要。

另一方面,目前在轨智能计算主要采用了常用

的深度神经网络模型,这主要是因为现有星载计算

算力<100TOPS,尚难以支持采用大模型进行智能

处理;未来,随着更大星载算力的建设,结合大模型

实现天地协同智能计算也必将成为研究趋势。

2 类脑智能计算发展现状

传统的人工智能计算已经在卫星应用中取得了

重大进展;然而,传统的摩尔计算技术,如基于半导

体架构的CPU和GPU,预计将在2025年面临“数

字墙”,这 可 能 迫 使 计 算 技 术 范 式 发 生 转 变[20]。

2024年诺贝尔物理学奖得主 Geoffrey
 

Hinton指

出,突破当前人工智能技术的关键在于在人工智能

和人脑之间建立桥梁。人脑由1011 个神经元构成,
但仅消耗10~20

  

W 功率。类脑计算受生物脑网络

启发,采用脉冲序列进行数据的表征处理,能够以极

低的能耗处理复杂数据[20]。其中,类脑计算模型又

称为 脉 冲 神 经 网 络 (Spiking
 

Neural
 

Networks,
 

SNN),具备事件驱动和时空编码特征,同时具备生

物合理和计算高效的特性,被称为第三代人工神经

网络,可以有效支持低功耗计算。这些技术的主要

优点是节能高效和设备上自适应能力,尤其适用于

对于能耗敏感、需要持续信号处理的卫星系统。近

年,国内外在类脑计算模型算法、类脑计算芯片系

统、类脑智能在星载计算中的应用均取得了一定进

展(图3),下面将对这三方面的发展现状分别进行

分析讨论。

2.1 类脑模型与算法

人工 神 经 网 络(Artificial
 

Neural
 

Networks,

ANN)通过训练优化参数和构建适当架构来适应特

定任务需求,其中模型算法和网络架构的选择对其

性能至关重要。当前,基于反向传播的优化方法已

成为大规模 ANN训练的主流方法,该方法通过链

式法则逐层计算参数的梯度并更新权重。相比之

下,SNN由于采用离散脉冲信号进行信息传递,其
表示能力受限且无法微分,这导致深度SNN在训练

过程中面临梯度消失和爆炸等问题,使其长期局限

于简单 任 务 和 浅 层 网 络 结 构,发 展 进 程 相 对 缓

慢[21]。当前SNN研究主要集中在神经元模型、训
练算法以及模型结构三个方面。

在神经元模型方面,作为神经网络的基本信息

单元,脉冲神经元模型可根据抽象程度和功能特性

进行分类。随着模型复杂度增加,其生物可信度和

计算开销也随之上升。其中,Leaky
 

Integrate-and-
Fire(LIF)神经元模型虽然经典,但其单一性限制了

SNN的表达能力。为此,研究者提出了多种增强型

神经元模型:PLIF(parametric
 

leaky
 

integrate
 

and
 

fire)模型通过引入可学习的膜电位时间常数τ来平

衡记忆和遗忘过程;BDETT(bioinspired
 

dynamic
 

energy-temporal
 

threshold)模型通过采用动态阈值

机制提高计算效率[22];Diet-SNN模型则结合了可

学习的时间常数和阈值参数[23];GLIF(gated
 

leaky
 

integrate
 

and
 

fire)模型通过引入门控单元增强表达

能力;Augmented
 

Spiking
 

Neuron模型通过扩展脉
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冲信 息 维 度 以 提 升 计 算 性 能[24];PSNN(parallel
 

SNN)模型则通过并行计算架构大幅提高了训练效

率。值得注意的是,虽然 Hodgkin-Huxley模型具

有较高的生物可信度,但由于其计算复杂度较高,主
要应用于脑模拟而难以适用于SNN[25]。

在训练算法方面,相关研究主要可分为无监督

学习方法和直接监督训练算法。
早期SNN主要采用基于生物启发的无监督学

习方法,其核心是神经突触可塑性机制,突触可塑性

描述了神经元连接随突触脉冲的动态变化特性。深

度SNN无监督学习算法通常融合多种生物启发机

制,如 多 类 型 神 经 元 组 合、STDP(Spike-Timing-
Dependent

 

Plasticity)规则、自组织反向传播等,但
这些方法适用的网络深度受限,在复杂数据集上的

有效性尚需验证。为解决深度SNN直接训练难题,
研究者提出了ANN-SNN转换方法,通过调整训练

好的ANN权值来生成高效的SNN,从而避免SNN
直接训练中不可微的问题。目前,ANN-SNN转换

的仿真步长已从数千步降至不足百步,且性能损失

几乎可以忽略[21]。然而,该方法在速度和能耗方面

仍存在瓶颈,且难以发挥SNN的时间编码优势和生

物合理性。知识蒸馏方法则利用预训练ANN教师

模型指 导 SNN 学 生 模 型 的 学 习 过 程,如 Local
 

Tandem
 

Learning利用 ANN 中间特征监督SNN
学习,SNN蒸馏则基于特征和逻辑信息进行模型

压缩[26]。
近年来,直接监督训练算法已在SNN中也取得

了显著进展。针对脉冲时刻不可导的问题,代理梯

度算法通过连续函数近似阶跃函数实现梯度反向传

播,有效缓解了脉冲不可微问题,但其近似梯度与真

实梯度 之 间 的 差 异 仍 会 影 响 模 型 性 能。为 此,

Hybrid
 

Macro/Micro
 

Level
 

Backpropagation 方

法[27]将误差分解为微观电位变化和宏观损失函数

的反 向 传 播;Spatio-temporal
 

Backpropagation方

法[28]则利用近似导数实现SNN的时间与空间信用

分配,这些方法显著提高了时序动态性能。在处理

时空事件流数据时,直接训练的SNN展现出优于

ANN的性能,并具有更低的计算开销。
在网络架构方面,相关研究主要集中在卷积

SNN、Transformer-based
 

SNN等方面。
卷积SNN架构常借鉴 ANN中的残差连接思

想来解决深层网络中的梯度问题,其残差连接形式

逐步演化为加后激活型、加前激活型和预激活型三

类。其中,加后激活型基于经典ResNet结构,使用

脉冲神经元替代浮点激活函数,如Spike-Norm模型

首次实现了基于ResNet的 ANN-SNN转换算法,
将深度拓展至50层[29]。加前激活型采用加前激活

残差连接,能显著缓解深度SNN梯度退化问题,如

SEW-ResNet 模 型 首 次 实 现 了 超 过 100 层 的

SNN[21]。预激活型在卷积层前进行脉冲激活,实现

了完全事件驱动的低功耗计算,如 MS-ResNet模型

成功训练了400层深度的SNN[30],有效解决了梯度

爆炸和消失问题。
与 卷 积 SNN 侧 重 局 部 特 征 提 取 不 同,

Transformer架构通过注意力机制关注全局信息,
减小了归纳偏置。随着Transformer在多个领域的

成功应用,SNN领域也开始探索自注意机制的应

用。Spikformer模型引入了一种脉冲自注意机制

(Spiking
 

Self-attention,
 

SSA),显著提高了网络在

多任务 环 境 下 的 学 习 效 率 和 准 确 性
 [31];Spike-

driven
 

Transformer模型提出了基于事件驱动的自

注意机制(Spike-Driven
 

Self-attention,
 

SDSA),显

图3 脉冲神经网络的发展

Fig.3 The
 

Development
 

of
 

Spiking
 

Neural
 

Networks
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著降低了计算成本的同时,在多项复杂任务中保持

了优异的性能,展示了SNN在大规模数据处理中的

潜力[32];QKFormer模型在token和channel维度

分别计算注意力,成为首个在ImageNet-1K数据集

上准确率超过85%的直接训练SNN模型,超越了

绝大多数 Transformer的 ANN模型,其 Top-5准

确率达到97.74%,超越人类水平的95%
 [33]。

2.2 类脑计算芯片系统
 

高效硬件对加速大规模类脑模型的训练与推

理,以及实际应用具有关键作用。与通用处理器相

比,专用深度学习芯片和类脑芯片通过架构优化显

著提升计算效率,能实现更好的功耗/性能/面积比。
现有深度学习芯片多基于冯·诺伊曼架构,其计算

与存储分离,而类脑计算芯片通过设计高效的存储

与计算结构,可以极大提升并行计算效率。
类脑计算芯片受到大脑神经系统计算与存储并

行特性的启发,多采用近存计算或存算一体架构。
近存计算芯片在每个计算核中紧密耦合计算和存储

资源,通过高效的片内外互联降低功耗。典型代表

包括 Akida
 

1000、IBM 的 TrueNorth[34]、Intel的

Loihi[35]以及清华大学的天机芯[36]等。这些芯片充

分利用脉冲计算的稀疏性与事件驱动特性,实现了

超低功耗计算,并支持STDP等局部学习规则。其

中,天机芯融合SNN与 ANN的优势,大幅提升了

准确率与鲁棒性。另一类重要架构是存算一体架

构,其通过将计算单元和存储单元物理融合,利用突

触内存直接执行矩阵运算。存算一体芯片可分为基

于传统存储器(如SRAM、DRAM)[37]和新兴存储器

(如忆阻器)两类。忆阻器芯片通过在突触内实现计

算和存储的深度融合,能支持超低功耗的SNN计

算,但目前因制造工艺限制,仍处于小规模试验

阶段。
从电路设计的角度来看,类脑计算芯片可分为

模拟电路、模拟—数字混 合 电 路 和 全 数 字 电 路。
早期芯片如ROLLS主要基于模拟电路,功耗低但

难以 编 程,且 对 环 境 敏 感。混 合 电 路 芯 片 如

DYNAPs[38]结合了模拟电路的仿真性与数字电路

的稳定性,具有更强的适应性,但设计复杂度高。全

数字电路芯片(如SpiNNaker[39]、TrueNorth、Akida
 

1000)则提供了更高的灵活性与稳定性,但功耗相对

较高,在生物仿真性方面存在一定局限性。

2.3 类脑智能在星载计算中的应用

类脑计算通过事件驱动的脉冲信号处理来实现

高效计算,具备显著的功耗优势,尤其适合能源受

限、实时性要求高的星载计算任务。目前,国内外已

经初步在地球观测、卫星通信等应用任务上开展了

类脑智能计算试验探索。
在地球观测任务方面,SNN可以用于低功耗的

卫星图像识别、检测等任务。2019年,ESA发射了

OPS-SAT卫星,在FPGA 上部署了基于SNN 的

SPLEAT架构,用于云层分类任务,实验表明,CNN
的FPGA资源占用为SNN的6.62倍,CNN的功耗

为SNN的5.91倍,同时SNN保持了与CNN相当

的分类性能
 [40]。2023年,印度TCS公司在 Akida

 

1000芯片上部署了用于云层覆盖检测的SNN,相对

于在GPU部署能效比提升35倍[41]。2024年,哈工

大提出基于SNN的RepSViT模型,用于卫星遥感

图像的目标识别,并基于嵌入式 GPU 上实现了

8.33毫秒的推理延迟和95%的识别准确率,计算成

本为 0.6
 

GFLOPs,功 耗 较 传 统 CNN 降 低 了

约30%[42]。
在 卫 星 通 信 方 面,2022 年,NASA 发 射

TechEdSat-13卫星,首次搭载了含有Loihi芯片的

类脑计算模块Kapoho
 

Bay,并实现了一种自主SNN
的软件定义网络认知代理,在动态网络环境中实现

了约90%的最优数据路径选择[43]。同年,ESA也

发射了Satcom 通信卫星,基于神经形态计算芯片

Loihi2,验证了SNN在动态波束成形任务中的能效

比CNN提升超过100倍[44]。此外,SNN在信道预

测上也表现出色,可以帮助提前优化波束方向,从而

提升连接质量和通信效率。针对高频段,SNNs的

高效时序特性可以实现低功耗的干扰检测和频谱分

配,尤其在低地轨道卫星(Low
 

Earth
 

Orbit,
 

LEO)
等需要高动态频谱管理的场景中表现出色[45]。

从国内外应用探索的现状来看,以SNN为主的

类脑计算技术在卫星通信和地球观测领域已初步展

现出应用潜力。国外围绕类脑智能计算系统和模型

算法已开展了多项星载实验,取得了重要进展;相比

之下,国内的研究仍主要集中于地面算法模型的实

验验证阶段。尽管类脑计算技术目前仍处于发展初

期,其软硬件生态系统尚未完全成熟,但随着技术的

不断突破与优化,这一领域有望为卫星系统的高效

化与可持续性发展提供革命性的解决方案。

3 未来的探索方向

类脑智能计算作为一种创新的计算范式,对于

推动当前天地一体化智能计算的变革具有重大的潜

力,以下几个方向在未来研究中极有探索价值:星载
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低功耗类脑计算芯片与系统、大规模高效能类脑脉

冲神经网络,以及天地协同增量学习新模式。

3.1 星载高性能类脑计算芯片与系统

星载智能计算系统的性能,尤其是在算力和能

耗方面,极大程度上取决于其搭载的智能计算芯片

的能力。目前,已经验证的星载类脑计算芯片,如

Loihi2,虽然具有一定的潜力,但其性能尚不足以支

持复杂层次的SNN模型。因此,有必要进一步研究

和开发具有高算力且低功耗特性的类脑计算芯片,
以支持深度SNN网络模型的训练与推理。近年,

H2Learn[46]和SATA[47]为深度SNN的训练设计了

特定的架构,为支持深度学习的低功耗类脑芯片设

计奠定了基础。
系统层面,研究耐辐射的类脑计算系统架构显

得尤为重要,这包括探索冗余设计、错误检测和动态

配置等关键技术,以确保在部分部件损坏的情况下,
计算系统仍能维持正常运行。这些技术研究有助于

减轻空间辐射对类脑计算系统的影响,从而提高其

在空间应用中的可靠性。例如通过 FPGA 监控

Akida
 

1000芯片状态,使得Akida芯片在遭受单粒

子翻转后,通过FPGA的故障管理机制迅速恢复功

能,保障不出现永久性故障,同时芯片输出的脉冲信

号信噪比仍保持在了3.355以上[48]。

3.2 大规模高效能类脑脉冲神经网络

当前,部署于卫星的深度神经网络模型通常是

为了特定任务而训练的,这导致它们的泛化能力受

限。通过利用大型预训练模型的强大通用泛化能

力,可以为卫星上多任务处理提供一种高效的解决

方案
 [49]。然而,这些大型预训练模型在训练和推理

过程中需要消耗大量的能量,这对于在能量受限的

卫星环境中进行部署构成了挑战。
脉冲神经网络SNN与人工神经网络 ANN相

比,因其更高程度的生物合理性而在理论上具有显

著的能耗降低潜力[50],例如最近报道的QKFormer
 

SNN 模 型 实 践 证 实,在 同 等 精 度 下,ANN
 

Transformer能耗为SNN
 

Transformer的2~8倍[33]。
因此,研究和发展面向卫星信号处理的大规模类脑

脉冲神经网络模型,为解决卫星上的高能耗计算问

题提供了一种有前景的方案,未来的研究应进一步

结合具体星载计算任务需求探索其实际应用效能。

3.3 天地协同增量学习新模式

在应急救灾、军事目标监测等关键应用领域,卫
星系统能迅速适应新目标的能力显得尤为关键。然

而,当前的天地协同计算模式主要依赖于地面预训

练模型来执行星载推理任务。由于天地交互等待周

期长、数据通信带宽有限,这些限制因素导致缺乏学

习能力的卫星难以对新目标进行快速适应。此外,由
于卫星上的数据通常没有标签,这使得卫星难以采用

地面环境中常用的有监督学习方法进行模型训练。
为了解决上述挑战,提出一种“地面上载轻量模

型—卫星无监督学习—卫星检测下载数据—地面有

监督学习—星地模型同步更新”的天地协同学习计

算架构,如图4所示。以目标检测识别任务为例,该
架构包括以下几个关键步骤:

(1)
 

地面计算中心收集一个包含N类目标的大

样本池,并利用大样本池进行大模型训练(例如

RepsViT[42]、QKFormer
 [33]等SNN模型),采用模

型压缩技术(例如 Gradient
 

Rewiring[51]、软阈值剪

枝[52]等SNN压缩技术),将大型模型转化为轻量级

模型,并将其上载至卫星。

图4 天地协同增量学习计算框架

Fig.4 Space-Ground
 

Collaborative
 

Incremental
 

Learning
 

Computing
 

Framework
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(2)
 

卫星接收到轻量模型后,获取小样本观测

数据,采用类别增量学习方法对轻量模型进行无监

督训练(例如DSD[53]、SOR[54]、HLOP[55]等SNN增

量学习方法),这一过程使得卫星能够快速获得一个

对N+k类目标具有初步检测与识别能力的轻量

模型。
(3)

 

随后,卫星使用该(N+k)类目标检测与识

别模型进行新目标的观测,并将包含新目标信息的

局部观测数据压缩(例如SNN-SC[56]等SNN压缩

编码方法)后下载至地面计算中心。
(4)

 

地面计算中心对下传的数据进行整理,构
建新的样本池,并在此基础上进行有监督学习,以
获得一 个 准 确 性 更 高 的(N+k)类 检 测 与 识 别

模型。
(5)

 

最终,基于(N+k)类检测与识别模型,同时

对星地模型进行同步更新。
通过上述具有持续学习能力的天地协同增量学

习机制,理论上卫星系统能够显著提升对新目标和

新任务的适应性和响应速度。当然,要在实践中验

证上述机制,还可能面临诸多挑战,例如数据传输、
计算资源等限制。数据通信带宽限制可能导致数据

传输延迟,因此,可以进一步考虑进行观测数据特征

提取,通过天地数据特征流传输[57],降低传输延时;

此外,计算与存储开销往往会随着增量学习任务数

的增多而线性增长,因此,需要面向卫星长期运行环

境,进一步考虑设计适应长数据流的类别增量学习

模型结构[58]。

4 结 语

本文面向天地一体化算力网的发展,从天地协

同智能计算技术以及类脑智能计算技术的前沿发展

与应用进行了讨论与总结,并对类脑智能+天地协

同的未来发展范式进行了展望构想,提出星载低功

耗类脑计算芯片与系统、大规模高效能类脑脉冲神

经网络以及天地协同增量学习架构等值得探索方

向,这不仅对于推动类脑智能计算技术的发展具有

重要意义,对于实现天地一体化智能计算网络的高

效协同和智能化升级也有望产生深远影响。
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Abstract Oriented
 

to
 

the
 

national
 

significant
 

strategic
 

demands
 

of
 

the
 

integrated
 

space-ground
 

intelligent
 

computing
 

network,
 

this
 

paper
 

first
 

reviews
 

the
 

evolution
 

of
 

intelligent
 

chips
 

and
 

systems
 

deployed
 

on
 

satellites,
 

and
 

the
 

advancement
 

of
 

space-ground
 

collaborative
 

intelligent
 

computing.
 

Additionally,
 

the
 

corresponding
 

problems
 

and
 

future
 

development
 

trends
 

in
 

these
 

domains
 

are
 

analyzed.
 

Further,
 

the
 

paper
 

summarizes
 

the
 

historical
 

progression
 

of
 

brain-inspired
 

models
 

and
 

algorithms,
 

and
 

brain-inspired
 

chip
 

systems.
 

Also,
 

the
 

current
 

state
 

of
 

brain-inspired
 

intelligent
 

computing
 

within
 

satellite
 

applications
 

is
 

discussed.
 

Finally,
 

combining
 

the
 

latest
 

advancements
 

in
 

brain-inspired
 

intelligence
 

and
 

the
 

future
 

development
 

needs
 

of
 

the
 

integrated
 

space-ground
 

computing
 

network,
 

several
 

research
 

directions
 

meriting
 

exploration
 

in
 

the
 

future
 

are
 

proposed.
 

These
 

include
 

low-power
 

spaceborne
 

brain-inspired
 

computing
 

chips
 

and
 

systems,
 

large-scale
 

high-efficiency
 

brain-inspired
 

spiking
 

neural
 

networks,
 

and
 

a
 

space-ground
 

collaborative
 

incremental
 

learning
 

architecture.

Keywords integrated
 

space-ground;
 

brain-inspired
 

computing;
 

high
 

energy
 

efficiency;
 

collaborative
 

Computing
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